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STRESZCZENIE

W pracy zaprezentowano wykorzystanie w medycynie komputerowych syste-
moéw diagnostyki medycznej. Przedstawiono budowe klasycznego drzewa decy-
zyjnego oraz zalety i wady stosowania drzew klasyfikacyjnych. Ponadto omo-
wiono dzialanie drzew klasyfikacyjnych w $wietle innych klasycznych metod
statystycznych, takich jak analiza dyskryminacyjna czy regresja logistyczna,
z uwzglednieniem problemu wspotiniowosci zmiennych czy problemu wyste-
powania tzw. danych niepelnych. Podano wybrane przyktady zastosowania
drzew klasyfikacyjnych w medycynie.
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ABSTRACT

The paper presents the use of computerized diagnostic decision support systems
for medical diagnostics in medicine. The structure of a classical decision tree and
the advantages and disadvantages of using classification trees have been dis-
cussed. Moreover, the paper deals with the effect of classification trees with
respect to other classic statistical methods, such as discriminant analysis and
logistic regression, taking into account the problem of variable multicollinearity
and the problem of the occurrence of so-called missing data. Additionally, some
examples of the application of classification trees in medicine have been shown.
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1. Komputerowe systemy wspomagania diagnosty-
ki medycznej (KSWDM)

Komputerowe systemy diagnostyki  medycznej
(KSWDM), wykorzystujace r6znego rodzaju metodo-
logic wnioskowania, sg powszechnie stosowane
w wielu dziedzinach medycyny, co zostalo dobrze
udokumentowane [1,2,3,4,5,6,7]. W procesie ich pro-
jektowania i realizacji wykorzystuje si¢ nie tylko
klasyczne metody statystyczne (wielowymiarowa
regresj¢ logistyczna, analiz¢ dyskryminacyjna, klasy-
fikatory Bayesa czy metode k-najblizszych sasiadow),
lecz takze eksploracj¢ danych oraz sztuczng inteligen-
cje (w tym sieci neuronowe, logike rozmyta, sieci
bayesowskie, maszyny wektorow nosnych, drzewa
klasyfikacyjne i regresyjne) [8,9,10,11,12,13,14,15,
16,17,18]. Ich przeznaczenie obejmuje m.in. wspoma-
ganie prowadzenia badan przesiewowych, procesow
diagnostycznego (z uwzglgdnieniem procedur labora-
toryjnych) oraz terapeutycznego (w tym dawkowania
lekow i farmakoekonomiki), a takze zarzadzania sys-
temem opieki zdrowotnej w chorobach przewlektych
[3,4,19,20]. Szacuje si¢, ze zastosowaniec KSWDM
w okoto 60-70% przeanalizowanych przypadkoéw
istotnie poprawito jako$¢ opieki zdrowotnej w prakty-
ce klinicznej, w okoto 60% systeméw zarzadzania
W chorobach przewlektych, w ponad 65% jakos$¢ sys-
temow farmaceutycznych oraz znaczaco poprawilo
satysfakcje pacjenta. Istotnym problemem — zar6wno
z klinicznego, jak i ekonomicznego punktu widzenia —
— jest ocena ryzyka niekorzystnych zdarzen, takich jak
hospitalizacja lub zgon. Wykorzystanie KSWDM
zmniejszyto ryzyko postawienia biednej diagnozy
$rednio 0 16% [1,6,21,22,23,24,26].

W wickszo$ci obecnie istniejacych systemoéw ochrony
zdrowia podejmowanie decyzji dotyczacych diagno-
styki i terapii jest u kazdego pacjenta procesem ztozo-

na rycinie 1 proces decyzyjny nieodtacznie wigze si¢
z ograniczeniami narzucanymi przez system opieki
zdrowotnej, warunkami klinicznymi, dostepnymi
informacjami, preferencjami pacjenta, personelu me-
dycznego i1 zarzadzajacego dana placowka medyczna
[20,27]. Warunki kliniczne obejmuja z jednej strony
nature, nasilenie i ztozono$¢ analizowanego problemu
(przypadku), z drugiej za$ polityke zdrowotna i rygory
ekonomiczne obowigzujace lekarza w danej instytucji.
Preferencje pacjenta sg najistotniejsze, gdy w procesie
decyzyjnym brak wyraznie zaznaczonego dalszego
kierunku dzialan (istnieje wiele mozliwosci decyzji
co do sposobu diagnostyki i leczenia). Trzeba wow-
czas uwzgledni¢ satysfakcje pacjenta 1 jego dalsza
jako$¢ zycia, wynikajaca z podjetej decyzji. Ostatecz-
na decyzja wymaga nie tylko ekonomicznej analizy
procedur diagnostycznych i terapeutycznych, ale takze
sytuacji spoleczno-ekonomicznej pacjenta [28,29,
30,31].

Istotnym aspektem systemu opieki zdrowotnej
sa bledy pojawiajace si¢ w procesie decyzyjnym,
wynikajace z jednej strony z braku informacji doty-
czacych konkretnego pacjenta (sytuacji) w danej
chwili czasowej i $rodowisku pracy, z drugiej za$
Z niepewnosci zwigzanej z aktualnie dostgpnymi da-
nymi (bledy pomiarowe, wyniki fatszywie dodatnie
oraz falszywie ujemne). Aby zminimalizowaé ryzyko
podjecia nieprawidlowej decyzji, w literaturze oraz
W systemach zarzadzania w medycynie, proponuje si¢
nowy paradygmat opieki zdrowotnej, postulujacy
tworzenie multidyscyplinarnych zespotéw ztozonych
z lekarzy klinicystow, personelu medycznego oraz
biostatystykow i/lub inzynieréw biomedycznych.
Gléwnym celem dziatania takich zespotow jest opty-
malizacja procesu decyzyjnego, uwzglgdniajaca za-
réwno warunki kliniczne, jak i satysfakcje oraz jakosc
zycia pacjenta. Efektem pracy zespotu ma by¢ popra-
wa funkcjonowania systemu opieki zdrowotnej i odle-

nym i skomplikowanym [3,20]. Zaprezentowany gtego rokowania chorych, uzyskiwana na podstawie
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Ryc. 1. Schemat procesu decyzyjnego (oceny ryzyka) obejmujacy informacje zwiazane
z pacjentem oraz cykle diagnostyczny i terapeutyczny.

Fig. 1. Diagram of decision-making process (risk assessment), including information
related to patient, with diagnostic and therapeutic cycles.




Aleksander J. Owczarek DRZEWA KLASYFIKACYJNE W MEDYCYNIE

opracowanych schematéw postgpowania i kompute-
rowych systemow wspomagania diagnostyki medycz-
nej [3,6,21]. Nie bez znaczenia jest réwniez to,
ze w wielu systemach opieki zdrowotnej wypracowa-
no efektywne metody zarzadzania w sytuacjach kry-
zysowych (stanach ostrych), stabiej jednak poradzono
sobie z kontrola w przypadku schorzen przewlektych
[32].

2. Drzewa klasyfikacyjne

Drzewa klasyfikacyjne (zwane tez decyzyjnymi) sta-
nowia rodzing metod statystycznych, dokonujaca za
pomocg diagramow (tzw. nieskierowanych acyklicz-
nych graféow spojnych) sekwencyjnego podziatu ba-
danej przestrzeni danych na klasy (podprzestrzenie)
0 podobnych wtasciwosciach. Historia drzew decy-
zyjnych rozpoczeta si¢ wraz z ukazaniem si¢ ksigzki
Breimana i wsp., prezentujacej stosowany do dzi$
model CART (Classification and Regression Tree).
Kolejng istotna pozycja byta ksigzka Quinlana oma-
wiajaca budowe i implementacj¢ tzw. algorytmu C4,
bedacego modyfikacja algorytmu zaproponowanego
przez Breimana [33,34,35,36].

2.1. Budowa drzewa klasyfikacyjnego

Drzewo decyzyjne sktada si¢ z korzenia (w ktorym
rozpoczyna si¢ proces rekurencyjnego podziatu) oraz
galezi prowadzacych od korzenia do kolejnych we-
z¥ow. Wezel, z ktorego wychodza galezie skierowane
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do kolejnych weztow, nazywamy rodzicem weziow,
do ktorych prowadza gatezie. Potomkami nazywamy
wtedy wezty potaczone z rodzicem. Wezet nieposiada-
jacy dzieci (czyli taki, w ktorym nie nastgpuje podziat
podprzestrzeni danych) nazywamy lisciem. W lisciu
zawarta jest informacja o przynaleznosci danych
w podprzestrzeni do Kkonkretnej klasy. W kazdym
wezle sprawdzany jest pewien warunek (zalezny
od typu drzewa), dotyczacy danej obserwacji i na
jego podstawie jest wybierana jedna z galgzi prowa-
dzaca do kolejnego, potozonego nizej wezta. Istota
tworzenia drzewa klasyfikacyjnego jest uzyskanie
narzgdzia (modelu) pozwalajacego na klasyfikacje
przysztych obserwacji, dla ktorych nie posiadamy
informacji o przynaleznosci do konkretnej klasy.
Utworzone drzewo jest modelem nie tylko predykcyj-
nym ale, co istotne w praktyce klinicznej, deskryp-
tywnym, pozwalajgcym opisac i zaprezentowa¢ wzor-
ce w badanej zbiorowosci [37,38]. Proces budowy
drzewa odbywa si¢ metoda rekurencyjnego podziatu
[39], gdzie w kazdym kolejnym wezle do analizy
mozna wykorzysta¢ inng zmienng niezalezna.
Na kazdym bowiem etapie analizuje si¢ wszystkie
predykatory (zmienne) i wybiera ten, ktory zapewnia
najlepszy podzial wezta, czyli pozwala uzyska¢ naj-
bardziej homogeniczne podzbiory [40,41,42]. Przy-
ktadowa strukture drzewa decyzyjnego zaprezentowa-
no na rycinie 2.

Podziat w danym wezle odbywa si¢ tylko na podsta-
wie wektorow proby uczacej, ktore dotarty do danego
wezta i polega na najlepszym (w okreslonym sensie)
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Ryc. 2. Przyktadowe drzewo decyzyjne (klasyfikacyjne); BUN - stezenie mocznika w surowicy, SYS — skurczowe cisnienie tetnicze.
Fig. 2. Example of decision tree (classification); BUN - blood urea nitrogen, SYS - systolic blood pressure.
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rozdzieleniu tej podproby na 2 czesci' (W przypadku
drzew binarnych), przechodzace do potomkow [43].
Podziat ten powinien by¢ taki, aby roznorodnosc¢
otrzymanych czeSci zbioru danych docierajacych
do potomkéw byta mozliwie najmniejsza. Przeprowa-
dzenie podzialu wymaga m.in. podania stosownej
miary réznorodnosci klas w wezle. Miary ré6znorodno-
§ci stosowane w procesie tworzenia drzew decyzyj-
nych zostaly obszernie oméwione w pracy Loh i wsp.
[42]. Typowe miary stosowane dla drzew binarnych
to:

— indeks (wskaznik) Giniego:

Q=2-p-(l-p) @
— entropia (wskaznik entropii):
Q=-p-log,(p)-(-p)-log,l-p)

gdzie p oznacza prawdopodobienstwo przynaleznosci
do jednej z klas (zwykle reprezentujaca analizo-
wane zdarzenie, np. wystapienie zgonu czy ho-
spitalizacji).

2.2. Zalety i wady drzew decyzyjnych

Drzewa decyzyjne (DT) maja wiele zalet, m.in.

[38,39,40,41,42,43,44]:

— przynalezno$¢ do grupy metod nieparametrycz-
nych (nie jest wymagana normalno$¢ rozktadu
analizowanych zmiennych),

— niezalezno$¢ procesu uczenia drzewa od zastoso-
wanych wczesniej transformacji danych niezalez-
nych (logarytmowanie, pierwiastkowanie itp. nie
zmienia struktury drzewa, cho¢ zmienia wartosci
punktow odciecia — splitting values),

— identyfikacj¢ w procesie uczenia danych odstaja-
cych (outliers), ktore trafiaja nastepnie do osobne-
go wezta/liscia, nie wptywajac na dalszy podziat,

— szybkosc¢ obliczeniowa,

— mozliwos¢ analizy danych zar6wno numerycz-
nych, jak i w skali porzadkowej,

— latwo$¢ zrozumienia i wizualizacji — istnieje moz-
liwo$¢ utworzenia na ich podstawie regut decyzyj-
nych,

— mozliwos¢ wykrywania ztozonych interakcji mig-
dzy analizowanymi zmiennymi, ktére moga nie
zosta¢ odkryte przy zastosowaniu klasycznych me-
tod analizy wielowymiarowej,

— niewrazliwo$¢ na wystgpienie kolinearnosci oraz
heteroskedastyczno$ci wsrdd zmiennych.

Algorytmy oparte na drzewach decyzyjnych nie sa,

oczywiscie, pozbawione wad. Wiarygodnos$¢ procesu

decyzyjnego realizowanego na podstawie drzewa
decyzyjnego zalezy od jako$ci danych (zbioru uczace-
go) uzytych w procesie konstruowania drzewa. Drze-

wa decyzyjne mogg by¢ wrazliwe na zmiany struktury
zbioru uczacego — nawet niewielka zmiana danych
wejsciowych moze skutkowaé znaczacg zmiang struk-
tury drzewa decyzyjnego, obejmujgca takze miejsca
i warto$ci podziatu.

Do gtownych wad drzew decyzyjnych nalezy ich
ztozona budowa. W przypadku duzych zbioréw da-
nych ich wielogaleziowa konstrukcja przestaje byc
czytelna i zrozumiala, a sam proces tworzenia staje si¢
bardzo czasochtonny. Ponadto algorytmy te nie sa
odporne na tzw. przeklenstwo wielowymiarowosci.
Podjecie decyzji na podstawie drzewa decyzyjnego
z wieloma gateziami i podziatami moze by¢ w efekcie
znacznie spowolnione [41]. Budowa drzewa decyzyj-
nego realizowana jest z wykorzystaniem tzw. strategii
,»dziel i rzadz” (divide and conquer), ktora sprawdza
sie w przypadku istnienia kilku istotnych zmiennych
(atrybutow), natomiast dziata mniej sprawnie w obecC-
nosci wielu ztozonych interakcji. Oprocz tego uzyska-
ny model niekoniecznie bedzie najlepszy w sensie
optymalizacji globalnej, tzn. mimo istnienia pewnego
optimum globalnego w przestrzeni rozpatrywanych
zmiennych, utworzone drzewo decyzyjne przedstawi
rozwigzanie bedace optimum lokalnym. Istotnym
aspektem jest rowniez mozliwo$¢ wystapienia, dla
niektorych modeli drzew decyzyjnych, obcigzonosci
procesu wyboru zmiennych do podziatu. W efekcie
algorytm jest sktonny wybiera¢ zmienne prowadzace
do wiekszej liczby podziatow (czestszy wybdr zmien-
nych jakosciowych w stosunku do zmiennych ilo-
sciowych lub wybor tych zmiennych ilosciowych,
ktére majg wigksza liczbe wartosci) [41,45,46].
Klasyczne drzewa typu CART umozliwiaja wylacznie
podziat binarny. W celu podzialu danych majacych
kilka podklas istnieje ryzyko utworzenia duzego
drzewa o wielu poziomach, tak by zapewni¢ popraw-
nos¢ klasyfikacji. Istotng wada drzew decyzyjnych
typu CART jest to, ze nie bazujg one na zadnym mo-
delu probabilistycznym. Nie istnieje zatem poziom
istotno$ci statystycznej czy przedzial ufnosci zwigza-
ny z klasyfikacja nowych przypadkoéw opartg na struk-
turze stworzonego drzewa. Rozwiazaniem tego pro-
blemu sa drzewa umozliwiajace podziaty na wiele klas
(typu CHAID) badz realizujace bardziej zaawansowa-
ne metody podziatu w wezlach (drzewa typu QUEST,
CRUISE, LOTUS czy drzewa prawdopodobienstwa
warunkowego) [42,44,45,46].

Nalezy rowniez podkresli¢, ze realizacja algorytmoéw
opartych na drzewach decyzyjnych — bez odpowied-
niej wiedzy, do§wiadczenia i zaawansowania w zakre-
sie analiz statystycznych — moze prowadzi¢ do uzy-
skania btgdnych modeli i skutkowaé podjeciem nie-
prawidlowych decyzji [38,39,40,41,42,43,44,45,46].

"Istniejg drzewa decyzyjne umozliwiajace podziat grupy na wigcej czgsci (np. CHAID).



Aleksander J. Owczarek DRZEWA KLASYFIKACYJNE W MEDYCYNIE

3. Drzewa decyzyjne a inne metody statystyczne

Jedna z powszechnie stosowanych metod statystycz-
nych, pozwalajaca wyznaczy¢ istotne atrybuty umoz-
liwiajace klasyfikacje pacjentow, jest analiza dyskry-
minacyjna. Jej zastosowanie w analizie danych wy-
maga weryfikacji trzech najistotniejszych zatozen:
zapewnienia wielowymiarowej normalnosci analizo-
wanych zmiennych, jednorodno$ci wariancji/ko-
wariancji oraz braku korelacji migdzy $rednimi
a wariancjami [36]. Alternatywa analizy dyskrymina-
cyjnej, czesto wykorzystywana w medycynie, jest
regresja logistyczna — model statystyczny umozliwia-
jacy opisanie wplywu kilku zmiennych zaleznych
(ilosciowych 1 jakosciowych) na dychotomiczng
zmienng zalezng. Stosowanie regresji logistycznej
wymaga zdefiniowania a priori istotnych zmiennych
wplywajacych na rokowanie odlegte, co nie zawsze
jest tatwe 1 wymaga sporego doswiadczenia oraz wie-
dzy. Ponadto w przypadku istnienia kilku zmiennych
istotnych w przewidywaniu analizowanego zdarzenia,
wynik prezentowany jest za pomoca dos¢ skompliko-
wanego wzoru, ktdry czasami — zaleznie od rodzaju
analizowanych zmiennych — moze by¢ niezbyt przy-
datny w praktyce Klinicznej.

Modele regresji dostarczajg informacji o zmiennych
prognostycznych dajacych jednakowy efekt rokowa-
nia odleglego w catej badanej populacji. Lista uzyska-
nych ilorazéw szans (OR) lub wspotczynnikow ryzyka
(HR) jest zwykle pomocna w rankingu zmiennych
W odniesieniu do ich istotno$ci statystycznej, jednak
wyjasnienie ryzyka dla poszczegolnych grup przypad-
koéw jest ktopotliwe. Nawet jesli szacunkowe ryzyko
wystapienia niekorzystnego zdarzenia jest obliczane
dla kazdej kombinacji okreslonych parametréw, to
wyniki nadal sa tylko szacunkowe dla malych lub
nawet hipotetycznych grup chorych [37]. Modele
regresji koncentrujg sie¢ na zmiennych o stosunkowo
duzej istotno$ci statystycznej, podczas gdy drzewa
decyzyjne nie realizuja globalnej optymalizacji dopa-
sowania modelu do danych, ale w sposob sekwencyj-
ny dzielg badang populacj¢ na podgrupy, opierajac si¢
na najlepszej zmiennej prognostycznej. Pozwala to
zidentyfikowa¢ w populacji podgrupy zagrozone wy-
stapieniem niekorzystnego zdarzenia oraz wydzieli¢
chorych homogenicznych pod wzgledem patofizjolo-
gii 1 przebiegu choroby [47]. W sposob automatyczny
uzyskuje si¢ ponadto zmienne istotne dla rokowania
odlegtego w okre$lonej podgrupie pacjentow, ktore
W innej podgrupie moga mie¢ znaczenie marginalne
lub nawet nie wplywaé na zaistnienie analizowanego
zdarzenia. W efekcie zwigksza sie doktadnos$¢ i jakosé
prognostyczna modelu, ktéory moze by¢ zastosowany
w analizie konkretnego przypadku klinicznego. Po-
zwala to klinicyscie zoptymalizowa¢ proces diagno-
styczny i terapeutyczny oraz wskazuje zmienne kli-
niczne wymagajace szczegdlnej uwagi w ocenie ryzy-

ka powstania niekorzystnego zdarzenia [33]. Potacze-
nie efektow rekursywnego podziatu populacji z gra-
ficzng prezentacja w postaci drzewa (grafu), czyni
z drzew decyzyjnych niezwykle przydatne narzgdzie
w modelowaniu ryzyka wystgpienia niekorzystnych
zdarzen w praktyce klinicznej [33,47]. Doniesienia
literaturowe potwierdzaja ponadto, ze wyniki uzyska-
ne w analizie z wykorzystaniem drzew decyzyjnych
sa bardziej szczegblowe i pozwalaja lepiej wyjasni¢
wspotzalezno$ci migdzy analizowanymi wskaznikami
klinicznymi [49].

3.1. Wspolliniowos$¢ zmiennych oraz zmienne
wiklajace (co-founders variables)

Stosowanie modeli regresji wiaze si¢ czgsto z wielo-
wspotliniowoscig (multicolinearity) [50]. W sytuacji,
gdy zmienne wyjasniajace sg wysoko skorelowane,
wyniki analizy regresji moga byc¢ niestabilne. Rozwia-
zaniem tego problemu moze by¢ przeformutowanie
testowanego modelu regresji przez wyrazenie zmien-
nych prognostycznych bedacych w zaleznosci linio-
wej, jako kompozyt tych zmiennych lub redukcje
oryginalnego zbioru zmiennych prognostycznych
do mniejszego i mniej skorelowanego podzbioru
zmiennych. Wigze si¢ to jednak ze zreformutowaniem
a priori postawionej hipotezy o zwiazku migdzy
zmiennymi wyjasniajacymi a zmienng niezalezng
(wystgpieniem zdarzenia). Zagadnienie to jest ktopo-
tliwe w realizacji (np. przez stosowanie metod kroko-
wych, eliminacji wstecznej), ponadto uzyskane wyniki
zaleza od zastosowanych metod oraz do$wiadczenia
badacza i zwykle nie sa optymalne ani z teoretyczne-
go, ani statystycznego punktu widzenia [50].

Niemniej waznym aspektem, praktycznie pomijanym
w dyskusjach dotyczacych modeli regresji, jest tzw.
paradoks Simpsona (inaczej efekt Yule-Simpsona),
polegajacy na tym, ze efekt dziatania kilku grup wyda-
je sie odwrocony, kiedy sg one potaczone. Zjawisko to
pojawia si¢ wtedy, gdy zmienna wazona, ktdra rézni
sie od warto$ci okreslonej indywidualnie dla poszcze-
gblnych grup, jest uzywana do oceny potaczonych
grup [51,52,53,54,55]. Ma to miejsce w przypadku
wystgpowania tzw. zmiennych zaklocajacych (co-
founders) Iub w przypadku nierdéwnomiernego rozto-
zenia badanej cechy migdzy analizowanymi grupami.

3.2. Dane niepelne oraz koszty klasyfikacji

Niezwykle istotnym problemem zwigzanym ze stoso-
waniem przedstawionych wczesniej klasycznych me-
tod statystycznych jest konieczno$¢ analizy danych
niepelnych (tzw. brakujacych danych), ktore bardzo
czesto pojawiajg si¢ w medycznych bazach danych.
Rozréznia si¢ m.in. brakujace dane roztozone losowo
wsrod  wszystkich obserwacji  (missing completly
atrandom — MCAR) oraz brakujace dane zalezne
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od innych zmiennych (missing at random — MAR)
[56]. Typowym rozwigzaniem omawianego zagadnie-
nia jest usuni¢cie ze zbioru danych takiego przypadku
(listwise/pairwise deletion) lub zastgpienie brakujacej
danej okreslong warto$cia ($rednia/mediana ze zbioru
danych lub warto$¢ uzyskana z zalozonego przez
badacza modelu regresji wielowymiarowej; imputa-
tion) [57]. Metody imputacji nie sg jednak popularne,
poniewaz moga prowadzi¢ do uzyskania falszywych
wynikéw, np. w sytuacji, gdy zbyt duza liczba przy-
padkdw zostalaby usuni¢ta. Powoduje to bowiem
sztuczne zawyzenie bledu standardowego i zmniejsze-
nie poziomu istotnosci testow (dla danych typu
MCAR) oraz stronnicza estymacje ze wzgledu
na niereprezentatywno$é badanej grupy (dla danych
typ MAR) [58]. Uzupelnianie wartoscig $rednig lub
mediang w przypadku brakujacych danych innych niz
MCAR powoduje natomiast redukcj¢ wariancji
zmiennych 1 wtornie wplywa na mniejsze wartosci
korelacji miedzy zmiennymi. Wybdr zmiennych
do modelu regresji jest sprawa intuicyjna, a uzyskany
wynik w duzej mierze zalezy od do§wiadczenia i wie-
dzy badacza [56,57,58,59]. Nalezy jednak podkreslic,
ze w ciagu ostatnich kilku lat nastapilo znaczace udo-
skonalenie metod imputacji, w zwiazku z czym ich
zastosowanie moze stanowi¢ alternatywe dla modeli
drzew decyzyjnych.

Drzewa decyzyjne umozliwiajg analiz¢ zbioru danych
w przypadku wystepowania danych niepetnych.
W trakcie procesu uczenia drzewa z wykorzystaniem
proby uczacej podzial w danym wezle odbywa si¢
wylacznie z wykorzystaniem pelnych danych. Zgod-
nie z przyjetym kryterium, przeszukuje si¢ przestrzen
zmiennych prognostycznych, aby znalez¢ dla danej
zmiennej warto$¢, dla ktorej realizowany jest najlep-
szy podziat podproby do dwoch kolejnych weztow lub
lisci. Po skonstruowaniu w danym wezle takiego po-
dzialu (zwanego wlasciwym), znajduje si¢ w tym
wezle kolejny podzial, tzw. zastepczy (surrogate),
ktoéry w podziale wykorzystuje inng zmienng, dajaca
podzial podproby w wezle mozliwie najbardziej po-
dobny do podzialu wiasciwego. Mozliwe jest zasto-
sowanie kilku kolejnych zmiennych zastgpczych.
Pozwala to uwzgledni¢ w procesie tworzenia drzewa
zmienne, ktore w klasycznych metodach zostatyby
usuni¢te z analizy. Oczywiscie, zaleznie od przyjetej
miary réznorodno$ci klas w wezle oraz algorytmu
przeszukujacego przestrzen zmiennych, mozna w mo-
delach drzew decyzyjnych uzyska¢ rézne liczebnosci
w kolejnych weztach, mimo uzyskania tej samej
zmiennej wilasciwej 1 tego samego punktu odcigcia
w r6éznych drzewach [60].

W procesie tworzenia drzew decyzyjnych typu CART
oraz LOTUS do optymalnego podzialu wykorzystuje
sic tylko obserwacje z kompletnymi danymi.
W procesie klasyfikacji w modelu CART, CRUISE

i drzewie wnioskowania warunkowego wykorzysty-
wane sg natomiast tzw. podziaty zastgpcze (surrogates
splits). Jezeli zachodzi konieczno$¢ podziatu w wezle
na podstawie zmiennej X, o nieznanej wartosci, stosu-
je si¢ zmienng zastgpcza X', ktorej wartoscia dyspo-
nujemy. Zmienng t¢ wybiera si¢ w taki sposob, aby
podziat dokonany za jej pomoca, byl mozliwie zblizo-
ny do podzialu dokonanego za pomoca zmiennej
[40,41,42,43]. W modelach QUEST oraz LOTUS
brakujace wartosci zmiennej sg zastgpowane $rednimi
obliczonymi z niebrakujacych wartosci danej zmien-
nej w klasie. W przypadku podzialow jednowymiaro-
wych zastgpowanie takie nastepuje dopiero w wezle,
w ktorym brak wartosci zmiennej wykorzystywanej
do jego podziatu. Natomiast dla podzialow wielowy-
miarowych zastepuje si¢ brakujgce wartoSci zmien-
nych juz w korzeniu drzewa Klasyfikacyjnego.
W metodzie LOTUS mozliwe jest rowniez zastgpienie
brakujacej danej porzadkowej moda danej klasy.
Niektore algorytmy tworzace drzewo decyzyjne
umozliwiaja uwzglednienie w procesie uczenia nie-
jednakowych kosztow btednej klasyfikacji. W przy-
padku analizy klinicznej istotnym aspektem jest moz-
liwo$¢ uwzglednienia faktu, ze bledne zaklasyfikowa-
nie chorego zagrozonego np. zgonem do grupy cho-
rych niezagrozonych skutkuje duzo gorszymi implika-
cjami klinicznymi 1 spoteczno-ekonomicznymi niz
sytuacja odwrotna. Wigkszo$¢ algorytméw umozliwia
ponadto analiz¢ danych nawet wtedy, gdy wystepuja
tzw. dane niepetne.

4. Zlozonos¢ drzewa klasyfikacyjnego

W przypadku modeli w postaci drzew decyzyjnych
istotnym problemem jest wybor takiej postaci modelu,
aby jego btad predykcji byt jak najmniejszy. Wraz
ze ztozonoscia modelu blad resubstytucji maleje
do zera, natomiast btad dla zbioru testowego rosnie.
Wystapienie przeuczenia ogranicza zdolnoSci genera-
lizacyjne utworzonego drzewa, co moze zaowocowac
blednymi klasyfikacjami nowych przypadkéw. Ponad-
to zjawisko to powoduje znaczny rozrost struktury
drzewa, ktore moze sigga¢ np. kilkunastu poziomow
[60]. Zbyt duze drzewo moze prowadzi¢ do nadmier-
nego dopasowania, a zbyt mate moze mie¢ niedosta-
teczng sile przewidywania dla doktadnej klasyfikacji.
Drzewa decyzyjne realizuja to zabezpieczenie, opiera-
jac si¢ na przycinaniu (pruning) polegajacym na za-
stapieniu wybranych poddrzew przez liscie, ktorym
przypisuje si¢ etykiete kategorii najczestszej wsrod
zwigzanych z nim przyktadéw. Powoduje to redukcje
wielko$ci drzewa przez usunigcie niektorych jego
fragmentow oraz pogorszenie jakosci klasyfikacji
na zbiorze uczgcym, ale daje zdecydowanie lepsze
efekty w klasyfikacji nowych przypadkow. Chroni
to rowniez drzewo przed nadmiernym ,rozdrobnie-
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niem”. Efektem jest zmniejszenie stopnia ztozonosci

modelu, czasami jednak kosztem usunigcia z niego

niektérych zmiennych [60].

Zastosowanie klasycznych metod statystycznych

w celu stworzenia wiarygodnych klinicznie regut

decyzyjnych bywa klopotliwe dla badacza z nastepu-

jacych przyczyn:

— istnienie zwykle wielu mozliwych zmiennych
predykcyjnych utrudnia wybor tych wiasciwych,

— wiele zmiennych nie posiada rozktadu normalnego
bedacego podstawa parametrycznych metod staty-
stycznych,

— w bazach biomedycznych zdarzaja si¢ braki da-
nych, co utrudnia lub uniemozliwia zastosowanie
tych przypadkéw w procesiec tworzenia modelu
decyzyjnego,

— w analizowanych bazach danych moga istnie¢
ztozone interakcje migdzy zmiennymi oraz wzorce
trudne do przeanalizowania; czasem — przy duzej
liczbie zalezno$ci i zmiennych — modelowanie ta-
kich zaleznosci nie jest w ogdle mozliwe,

— stosowanie w praktyce wynikow uzyskanych kla-
sycznymi metodami bywa uciazliwe i nieintuicyj-
ne dla lekarza klinicysty.

5. Przyklady zastosowan drzew klasyfikacyjnych
w medycynie

Drzewa decyzyjne sg powszechnie stosowane w me-
dycynie i epidemiologii [46,47,48,61,62]. Takashi
i wsp. [63] zastosowali drzewa typu CART w pre-

dykcji samoistnego krwawienia $rodmozgowego.
Jakos¢ klasyfikacji drzewa decyzyjnego z 4 lisémi,
uzyskanego w grupie 347 chorych wyniosta 86%.
Z kolei Long [64] porownal drzewa decyzyjne typu
CART z regresja logistyczng w diagnostyce ostrego
zespolu wiencowego u 3453 chorych, wykazujac
przydatnos¢ obu metod i uzyskujac doktadnos¢ klasy-
fikacji 76% (przy czuto$ci 63% i specyficznosci 81%).
Zastosowanie drzew decyzyjnych typu CART
w przewidywaniu wystgpienia zgonu u 9484 chorych
po zawale przedstawit Austin [65], a Negassa i wsp.
ocenili ryzyko zgonu wewnatrzszpitalnego po wyko-
naniu przezskornej angioplastyki naczyn wiencowych
u 5385 chorych z ostrym zespotem wiencowym (uzy-
skana jako$¢ wyniosta 82%) [65]. Misztal przedstawit
zastosowanie metod rozpoznawania obrazow (w tym
drzew decyzyjnych) we wspomaganiu diagnostyki
medycznej [66], za$ Trzpiot i wsp. zaprezentowali
zastosowanie drzew decyzyjnych w naukach spotecz-
nych, obejmujace ocen¢ zmian zachowan komunika-
cyjnych uwarunkowanych znajomoscia alternatywnych
metod pokonywania przestrzeni miejskiej [67,68].

6. Podsumowanie

Zastosowanie w praktyce Klinicznej procesu wspoma-
gania oceny ryzyka opartego na drzewie decyzyjnym
moze ulatwi¢ podejmowanie decyzji co do sposobu
postepowania terapeutycznego w wybranych jednost-
kach chorobowych oraz przynies¢ wymierne korzysci
spoteczno-ekonomiczne.

Praca naukowa sfinansowana w ramach badan statutowych w latach 2012-2013, nr umowy KNW-1-008/P/2/0.
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